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摘  要：天地一体化信息网络由于存在流量突发性强、拓扑时变等问题使得通信易产生中断，流量波动不平稳导致其流量预

测难度远高于地面网络。针对该问题，提出一种改进的LSTM算法，首先分析流量序列滞后变量对预测值的影响，判断流量

自相关度；其次，采用以预测值代替中断的方式，消除训练集的噪声和断点；最后，使用Dropout算法减少了噪声和神经网

络过拟合带来的影响，准确预测天地一体化信息网络流量数据。仿真实验表明，在OPNET仿真环境中，该算法相较于其他

算法准确性提升了59.21%，算法训练速度提升了11.11%，能够为天地一体化信息网络统筹调度提供有效的数据支撑。
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Traffi  c Prediction of Space-Integrated-Ground Information Network 
Based on Improved LSTM Algorithm
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Abstract: The space-integrated-ground information network is easy to interrupt and the traffi  c fl uctuation is not stable due to 
the problems of high traffi  c burst and topological time-varying, which makes the traffi  c prediction diffi  cult much higher than the 
ground. In order to solve this problem, an improved LSTM algorithm was put forward. Firstly, the traffi  c autocorrelation was 
judged by analyzd the infl uence of the lag variable of traffi  c sequence on the predicted value; Secondly, the noise and breakpoint 
of the training set were eliminated by replacing the interruption with the predicted value; Finally, Dropout algorithm was used 
to reduce the impact of noise and neural network over fi tting, and accurately predict the traffi  c data of the integrated intelligent 
network. The simulation results showed that in OPNET simulation environment, compared with other algorithms, the accuracy of 
this algorithm was improved by 59.21%, and the training speed of the algorithm was improved by 11.11%, which could provide 
eff ective data support for the overall scheduling of the integrated intelligent network.
Keywords: space-integrated-ground information network, traffi  c prediction of network, deep learning, traffi  c autocorrelation

1 引言
天地一体化信息网络是将空间轨道卫星、近空飞行

器、高空无人机、海基、陆基等节点通过星间链路与星

地链路联合，能够在空、天、地等领域充分融合异构网

络，展现智能信息技术的一种新型网络架构[1]。其中流

量信息是网络负荷状态的重要反馈指标，在天地一体化

信息网络中，通过对各个卫星后续时间片的流量进行预

测，根据其流量需求，可提前对各卫星的流量传输、路

由选择进行统筹和规划，从而最大限度发挥星上计算机

的并行度，减少并发程序的执行时间，避免拥塞，提升

路由效率[2]。

近年来，网络流量的预测方法层出不穷，不同的预

测方法在不同的网络环境中发挥了巨大的作用。天地一

体化信息网络结构复杂、对流量的预测准确度需求高，

网络拓扑高动态，网络流量突发性强，需要即时、准确

地从短期和长期两个方面对天地一体化信息网络的流量
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进行预测。天基网络中卫星的运动使得整个网络拓扑一

直处于不断变化中。卫星网络节点在链路切换时卫星对

地面设备不可见，导致卫星网络会发生周期性中断，此

时卫星网络流量会出现“断点”。同时天地一体化信息

网络流量数据又具有突发性，在某些时段网络流量会有

非周期性突增或突减的情况产生，卫星网络流量也可能

因此发生中断。此时对断点的处理不能单单采用取断点

前后数据的中间值的方式代替，否则将会影响对突发性

流量数据的预测，可见如果不妥善处理这些断点会大大

影响预测的精确度和流畅性。因此对流量数据预处理要

同时考虑到断点和流量突发性带来的影响，对流量数据

的预测要兼顾准确度与速度，达到均衡。

目 前 ， 基 于 普 通 网 络 流 量 的 预 测 模 型 已 经 被 广

泛使用。传统的模型有以下几类：自回归滑动平均

模型（Auto-Regressive and Moving Average Model，

ARMAM）、差分整合移动平均自回归模型（Auto-

Regressive Integrated Moving Average，ARIMA）、马尔

可夫模型（Markov Model）等。此类模型结构简单，

预测准确度较高，已在普通网络流量预测方面发挥了一

定的作用，但是相较于线性预测模型在处理断点多的数

据时预测误差率较高，所以此类模型不适用于天地一体

化信息网络流量的预测。现在较为流行的基于机器学习

神经网络的预测模型崭露头角，表现出了卓越的预测能

力。经典的BP神经网络在处理此类流量数据时拥有更高

的泛化能力和准确度，现在很多网络流量的预测方法都

通过对传统BP网络进行改进使它能够应用于更多类型

的网络流量数据。例如参考文献[3]提出了一种基于自适

应微分进化（Adaptive Differential Evolution，ADE）算

法优化小波神经网络的预测模型（ADE-WNN），通

过优化小波神经网络，克服小波神经网络的传统缺陷，

提升短期地面网络流量预测的准确度和稳定性。参考文

献[4]提出了一种基于深度学习的神经网络，对无线网络

的流量进行了预测，通过使用一种深度时空残差卷积神

经网络（LA-ResNet）利用注意力机制解决无线网络流

量的预测问题。参考文献[5]提出了一种基于小波变换和

极限学习机的网络流量预测模型。参考文献[6]提出了一

种基于神经网络的网络预测方案，通过将循环神经网络

（Recurrent Neural Network，RNN）和门控递归单元

（Gate Recurrent Unit，GRU）结合用于网络流量预测，

该算法在面对长期时间序列时很难避免RNN自身所带

来的梯度消失和梯度爆炸等问题。参考文献[7]提出了一

种基于自回归条件持续时间（Autoregressive Conditional 

Duration，ACD）和粒子滤波器的短期网络流量预测算

法。参考文献[8]通过建立改进的BP神经网络模型在对

IPv6的正常网络流量预测中取得了较高的准确率。参考

文献[9]提出的基于卷积神经网络（Convolutional Neural 

Network，CNN）将流量分类预测的方式在面对多序列

的网络流量时效果较好，但在单序列的网络流量中几乎

无用武之地。

在天地一体化信息网络的流量预测方面，传统的网

络流量预测方案需要人工提取特征。人工提取特征依赖

于模型设计者的经验和思维缜密度；从算法层面来说，

传统算法如ARMA算法、ARIMA算法需要将整个序列代

入公式中进行运算，算法复杂度远远大于只提取和保存

滞后变量特征的神经网络算法，大多数的机器学习或是

深度学习算法虽然在时序预测上有较好的表现，但在经

过多次训练后极其容易陷入过拟合的情况，从而容易陷

入局部最优和训练速度缓慢的缺陷。很多专家针对卫星

网络的流量特征分析[10-11]与流量预测方向已经做了很多研

究[12]，但现有的网络流量预测算法在卫星网络环境中对

流量的断点和噪声问题的处理不佳，不适用于神经网络

的训练。

本文提出了一种基于改进长短期记忆（Long Short-

Term Memory，LSTM）神经网络算法的天地一体化信

息网络流量预测方法，首先通过分析流量序列滞后变量

对预测值的影响，判断流量自相关度，然后基于经过

Dropout算法优化的LSTM，将训练集以断点为节点分

段放入该LSTM训练，使用训练后的预测值代替断点来

处理训练数据，使训练数据的曲线连续。Dropout算法

在每次训练中随机屏蔽一部分隐藏层神经元，减少各隐

藏层神经元对流量时间序列训练集的依赖性，避免陷入

过拟合的困境，使神经网络在预测时更注重未来时间片

的趋势，间接地减少了网络流量中噪声对预测模型的影

响，提升了预测的准确度。在对实际网络流量预测的仿

真中，相较于上述网络流量预测算法，本文所提出的

算法在预测精度上提升了59.21%，算法训练速度提升了

11.11%，与经典算法相比有了较好的改善和进步，满足

了天地一体化信息网络的预测需求，同时为天地一体化

信息网络统筹调度提供有效的数据支撑。

2	 RNN与LSTM
RNN适用于处理序列数据，即在当前输入与前面

输入的数据相关时，RNN往往有着良好的表现。如图1

所示[13]，这是一个简单的RNN，它由一个输入层、一个

隐藏层和一个输出层组成，RNN有一个重复使用的神经

元，而这个神经元的权重取值s t不仅取决于当前的输入

值x，还取决于上一次隐藏层的值st-1，权重矩阵W就是记

录上一次的隐藏层的值，并作为本次输入的权重参与计
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算。由此可知，RNN的输出值是受前面历次输入值影响

的，这也是RNN在处理当前数据时可以往前看任意多个

输入值的原因。

o
ot-1 ot+1ot

st-1

xt-1 xt+1

st+1

xt

st

V V V
s

U U U U

x

展开

W
W

W W W

图1　RNN示意

上述特性使得RNN在处理序列数据时占据了巨大

的优势，然而RNN也有缺陷。由于RNN的梯度下降算

法是一个指数函数，若指数过大，即参考的输入值过远

时，会导致对应误差项的值增长或缩小得非常快，这样

就会存在相应的梯度消失或者梯度爆炸问题。

梯度爆炸比较容易处理。当梯度爆炸时会收到一个

空值，在这里可以设置一个梯度阈值，当梯度超过这个阈

值时可以直接截取；而梯度消失更难检测，处理更难。梯

度消失意味着从某一时刻起，梯度几乎已经减少到0，那

么从该时刻起再往前走，得到的梯度（几乎为0）都不会

对最终的梯度值有任何贡献，这就相当于无论该时刻之前

的网络状态是什么也不会在训练中产生影响[14]。网络已经

忽略了该时刻之前的状态，这也就是为什么原始RNN无

法处理长期依赖的原因。

由此，LSTM应运而生。考虑到原始RNN只有一个

隐藏层的状态，对短期输入十分敏感。LSTM在隐藏层中

加入了一个状态用来保存长期的状态，从而解决了RNN

无法处理长期依赖的问题。原始RNN与LSTM的隐藏层

对比如图2所示。

 

h

c

h

（a）原始RNN                  （b）LSTM

图2　原始RNN与LSTM的隐藏层对比

LSTM最大的特点就是使用了“门”的结构，其本质

上是3个控制开关，所以又被称作“三重门”。第一个开

关称为“遗忘门”，用来决定从细胞状态中丢弃什么样

的信息；第二个开关称为“输入门”，用来决定什么状

态的值将要被更新；第三个开关被称为“输出门”，其

作用是控制长期记忆对当前输出的影响。LSTM整体结构

如图3所示。

遗忘门的衰减系数计算公式为

f W h x bt f t t f� ��� ( [ , ] )1 			                   (1)

其中，σ是Sigmoid激励函数，Wf为“遗忘门”的权值矩

ct-1

ft

Wf Wi Wc Wo

σ σ σ

it ot

ct ct

ht

ct

Tanh

Tanh

[ht-1, xt]

[…]
ht-1

xt

图3　LSTM结构
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阵，ht-1是上一时刻的“遗忘门”神经元状态，xt是当前

时刻的输入值，bf是“遗忘”偏置项。通过读取ht-1和xt的

数值，经过Sigmoid激励函数处理之后会输出一个0～1的

数值f t，用来决定从细胞状态中丢弃什么信息，用1表示

“完全保留”，0表示“完全舍弃”。

“输入门”计算公式为

i W h x bt i t t i� ���( [ , ] )1 			                    (2)

c W h x bt c t t c� ��tanh( [ , ] )1 		                   (3)

ct tf c cit tt� ��1
 			                    (4)

首先经过了一层Sigmoid激励函数，输出了0～1间的值来决

定什么样的输入值it将要被更新，bi为“输入”偏置项。然

后经过tanh激励函数筛选出新的候选值 ct，计算更新旧神

经元的状态，将上一时刻的神经元状态ct-1更新至ct。

这样LSTM神经元的当前记忆 ct与长期的记忆c t-1结

合在一起得到了新的记忆单元ct，“遗忘门”可以控制它

保存长期信息，“输入门”又可以控制它避免无用的信

息进入记忆。

“输出门”的计算公式如下

o W h x bt o t t o� � ��( [ , ] )1 			                   (5)

bo是输出门偏置项，同理经过了一层Sigmoid激励函数筛

选出输出的信息ot。

LSTM最终的输出由“输出门”和前面计算的单元状

态ct共同决定，计算公式如下

ht=ottanh(ct)				                     (6) 

得到最后的输出值ht。

3	 基于改进LSTM的预测模型
3.1	 自相关度测试

在网络流量预测中，流量时间序列的自相似度是单

序列中确认需要参考的滞后数据的一个重要指标，即对

于该时间序列的某一采样点，其前面第i个采样点可以用

于参考预测出该采样点。考虑数据和一定间隔数据的相

关性，接近1是正相关，接近-1是负相关，接近0就代表

相关性很低。在确定滞后变量的个数后，可以此为依据

设置LSTM神经网络输入层神经元个数，在数据预处理

中，将各滞后变量按照时间间隔放在同一个数组中，方

便直接输入神经网络得到预测值。

自相关函数公式为
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i i h
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n h
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[( )( )]
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�
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�

�

�

� �

�

1

2

1
		                   (7)

时间序列的自相关函数其实是若干阶自相关系数的集

合，n是样本容量，h是阶数，μ是该时间序列的均值，xi

代表各采样点。

通过对该流量时间序列的分析，自相关程度如图4

所示。

1.0

0.8

0.6

0.4

0.2

自
相

关
系

数

0

-0.2

-0.4
0 20 40 60

滞后变量/个
80 100 120

图4　流量时间序列的自相关程度

图4中，该时间序列的各采样点与其前两个采样点自

相关系数较大，也就是说对于任意采样点it，可以通过it-1

与it-2两个采样点作为滞后变量预测出it的值，如果存在周

期性，设周期为T，那么可以通过i t-1+T和i t-2+T来预测i t的

值。若前i个采样点与预测点相关性较小，则需要扩充样

本空间找到高自相关度的采样点进行预测。

3.2	 数据预处理

数据预处理是为了将源数据转换为易于神经网络训

练的形式，从而提高数据的质量，提高后续学习和预测

的精度。数据预处理将每个特征维度都减去相应的均值

实现中心化，使数据变成零均值，然后将数据进行标准

化和归一化，即让每个特征维度的最大值和最小值按比

例缩放到0～1之间，这样可以使新数据更接近标准高斯

分布，减小神经网络训练时的压力，节省训练时间。

由于天地一体化信息网络流量数据存在断点，这种

非线性时间序列若不经过处理直接放入神经网络的训练

中，会使训练过程困难，对神经网络训练时的准确性和

流畅度造成影响；若只取该断点的前后采样点的均值代

替断点，将无法把网络流量的突发性定义为神经网络神

经元特征，因此对训练数据断点的处理就成为了关键。

本文提出了一种改进的LSTM模型，如图5所示。

图5中将训练数据根据断点分片，记为[1,2,…,t]。在

训练过程中，先将标记1放入模型中进行训练，测试后

可以得到一个预测值p，来代替标记1与标记2之间的断点

值，然后将标记1、标记2通过该预测值p连接到一起成为
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一个新的标记段，继续放入模型中进行训练，直到遍历

整个训练集，填补所有的断点。

与断点处理相对应的LSTM模型的架构如图6所示。

图6中，模型的“输入层”可接受任意大小的二维数

组x，以便于循环训练预测。通过3.2节对该流量时间序列

的自相关度计算可知，与预测值p自相关度最高的滞后变

量有m个，所以设置这个模型中输入层作为一个拥有任

意长度的二维数组，长度取决于断点之间的间隔，其中

第二维度为2；该LSTM模型有两层，主要是对短期的流

量时间序列的预测，如果在隐藏层引入过多的神经元会

分散序列的特征点，故LSTM的隐藏层神经元个数不宜过

多。第一层LSTM隐藏层神经元有20个，经过Dropout层

后将数据传入第二层LSTM；第二层LSTM的隐藏层神经

元个数也为20个，其作用是将第一层LSTM的输出作为输

入再进行一次计算，提升预测的准确度；最后经过一个

全连接层输出一个预测值p。

该神经网络中Dropout层的作用是通过训练中随机屏

蔽一部分神经元，防止神经网络陷入过拟合的境况中。

过拟合是在深度学习的模型中模型参数过多、训练样本

太少，神经元在训练过程中过度地去追求拟合该序列的

每一个点，导致该神经网络在训练集中损失函数小、预

测精度高，在测试集中损失函数大、预测精度差。因此

采用了通过阻止特征检测器的共同作用的方式来提高神

经网络的性能，即在每次训练中随机使一部分神经元失

效，而在测试时使用所有神经元共同计算和预测，以此

减少该神经网络对训练集的依赖性和网络流量时间序列

的突发性对神经网络训练带来的影响，使神经网络的泛

化能力更强[15]。这里将Dropout的参数设置为0.5，也就是

在训练中随机屏蔽50%的神经元，以此来达到更优秀的预

测效果。

3.3	 预测模型的构建与训练

模型结构如图7所示。

由于该预测模型和数据处理模型使用的是同一个

数据集，故只需在隐藏层神经元个数上稍作改动即可，

在该模型中第一层的LSTM隐藏层有32个神经元，经过

Dropout算法后将32个特征传入下一个LSTM隐藏层，第

二个LSTM有64个神经元，这样通过两层拥有不同神经元

数量的LSTM隐藏层可以对流量时间序列的特征进行细

化，提高特征的提取准确度。预测模型在预测时使用了

Adam算法对神经网络进行优化，其包含了随机梯度下降

算法的优点，同时加入了动量的概念，使得神经网络可

开始

获取数据集

数据集为空

声明i=0

i=i+1

i≤t&&t! =1

数据集分组
（1,2,…,t）

将Pi加入训练集
（1,P1,2,P2,…,i,Pi）

取第i组数据加入训练集
（1,P1,2,P2,…,i）

否

是
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是

否

结束

图5　断点处理流程

图6　LSTM断点处理模型结构
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以迅速收敛，波动幅度更小，非常适合网络流量预测这

种数据和参数较大的问题。

较为传统的ARIMA算法在地面短时网络流量的预测

上一直拥有较为优秀的性能，ARIMA（p,d,q）中p代表

模型中时序数据自身的滞后数，d代表时序数据在几阶差

分化后稳定，q代表模型中预测误差的滞后数。计算公式

如下

=Æy y y e et t p t p t q t q� � � � � � � � � � �� � � �� � � � �
1 1 1 1

 

					                      (8)

其中，φ表示p的系数，θ表示q的系数，e表示该项误差

系数。

分析式(8)可看出，ARIMA模型需要将所有的滞后系

数进行多次计算，其算法复杂度要远高于只保留滞后系

数特征的LSTM神经网络。

4	 仿真与结果分析
4.1	 模型的构建与训练

本次仿真实验使用OPNET仿真软件模拟天地一体

化信息网络环境，从铱星星座中选6个卫星和2个地面站

模拟天地一体化信息网络。传输数据包通过卫星网络路

由，寻找最优路径，传到中继节点，抵达地面站。

在这个模拟网络拓扑中，send节点作为地面基站通信

流量的输入端，将地面通信流量传入卫星网络中；中间4个

rcv节点作为移动的卫星路由节点模拟卫星拓扑会随时间改

变的情况。rcv_1节点作为卫星网络中通信流量的输出端，

与地面接收基站通信，将通信流量传回地面。从输出端到

接收端的最大跳数不超过3跳，超出即视为链路不连通。

在仿真实验开始时，每个节点会根据自身位置以

及周围节点位置，判断当前链路的连通性，把可连通链

路作为可选链路保存。然后根据可选链路，找出send和

rcv_1之间的连通链路，寻找出最小跳数的链路组成卫星

网络拓扑。

每过5 min，卫星网络拓扑可能会因为卫星节点的轨

迹运动造成先前连通的链路断开，从而造成卫星拓扑存

在坏路，即通信流量没法成功地从send节点发送到rcv_1

节点，导致实验无法继续进行。所以需要定时让每个节

点向周围节点发送数据包，探测可用链路，实时更新可

用链路，让接收端和输出端始终保持连通。在实验中，为

了避免因链路无法闭合，卫星节点一直发送探测数据包，

流量激增现象的发生，将探测流生存时间设置为1 min，

使预测训练不会因为节点探测数据流激增而产生不必要

的影响。

为模拟天地一体化信息网络流量特性，随着卫星节

点的移动，卫星网络的拓扑结构会随着时间变化而变化，

所以每个节点都有可能存在断点。本次实验截取了一周的

流量数据，并从中选取了120个采样点作为测试，从图8可

明显看出在天地一体化信息网络流量中存在断点。经过本

文提出的流量数据断点方法处理后结果如图8所示。
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图8　断点处理后结果

图8中断点已经通过本文所提出的处理方式由预测值

替代，保证了神经网络训练的速度和流畅性，同时提高

了神经网络在后续测试时的精确度。仿真实验将选取120
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图7　LSTM预测模型
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个采样点进行测试，选取前80个采样点作为训练样本，

后40个采样点作为预测样本。

4.2	 仿真评价指标

为能准确评价天地一体化信息网络流量预测的准确

度，这里将使用均方根误差（Root Mean Square Error，

RMSE）模型、平均绝对误差（Mean Absolute Error，

MAE）模型和平均绝对百分比误差（Mean Ab so lu t e 

Percentage Error，MAPE）模型来评价预测准确度。

RMSE模型用来衡量真实值与预测值的偏差，常用

来作为机器学习模型预测结果的标准。RMSE的计算公

式如下

				        		
RMSE( , ) ( ( ) )X h

m
h x yi i

i

m

� �
�
�1 2

1 	                  (9)
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（a）LSTM算法网络流量预测值
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（b）ARIMA算法网络流量预测值

（c）RNN算法网络流量预测值

MAE模型是绝对误差的平均值，可以更好地反映预

测值误差的实际情况。MAE的计算公式如下

MAE( , ) ( )| |X h
m

h x yi i
i

m

� �
�
�1

1 		                 (10)

MAPE模型可以用来对不同模型同一组数据的预测

的评估。当MAPE为0时表示完美模型；为100%时表示劣

质模型。MAPE的计算公式如下

MAPE( , )
% ( )

||X h
m

h x y
y
i i

ii

n

�
�

�
�100

1 	                (11)

式(9)～式(11)中X为输入值，h为预测函数，h(xi)为实

际预测值，yi为期望预测值，m为样本容量。

4.3	 实验结果与分析

BP神经网络与ARIMA时间序列模型因为结构简单、
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（d）本文改进的LSTM算法网络流量预测值

图9　各算法的网络流量预测结果
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精确度较高，常作为经典算法应用在普通网络预测中，很

适合用来对比评价一个新模型的性能，但未经优化的BP

网络需要较长的训练时间才能提升预测精度。本文选取了

RNN算法和普通LSTM算法作为本文算法在智能神经网络

方面的对比。实验中将使用LSTM、ARIMA、RNN以及

本文提出的算法在相同实验条件下训练1 000次后计算训练

时间，预测后通过仿真评价指标对各算法预测结果进行分

析，以此客观评价本文算法的训练速度和预测精度。

图9和表1为4种预测结果对比，为避免在仿真实验中

偶然性带来的干扰，实验中每个算法运行10次后取平均

值作为最后的预测结果。

从图9中各右上小图和表1可以看出，相同的实验环

境和训练次数下，在天地一体化信息网络流量的预测方

面，得出如下结论。RNN算法由于未经改进，存在梯

度消失和梯度爆炸的问题，虽然在上升与下降的趋势上

已经有轻微拟合，但在数据的突发阶段无法达到预测要

表1　不同算法效果对比

算法类型 RMSE MAPE 训练时间/s

本文改进的LSTM算法 15.38 5.35% 64

RNN算法 374.53 60.77% 91

ARIMA算法 37.71 11.93% -

LSTM算法 62.14 31.52% 72
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图10　4种算法误差值对比

求，RMSE值为374.53，模型评估为60.77%，训练时间为

91 s，模型评估较差。LSTM算法是RNN的改进算法，本

文使用了未经改进的单层LSTM算法用以对比，在预测精

度上高于RNN，RMSE值为62.14，训练时间为72 s，模

型评估为31.52%。ARIMA模型作为离线训练方式无法计

算训练时间，RMSE值为37.11，模型评估为11.93%，但

因为其作为线性预测模型，需要将所有滞后变量全部纳

入计算，其在算法复杂度方面远远高于改进后的LSTM模

型，并且在流量时序预测上具有滞后性，不适用于天地

一体化信息网络流量预测。本文算法预测效果最好，收

敛性最佳，RMSE值为15.33，训练时间最快（为64 s），

模型评估为5.35%，在训练中不再追求过度拟合训练数据

而是学习其大体趋势，受突发性流量数据影响较小，所

得预测结果误差最低。4种算法误差值对比如图10所示。

从图10可知，改进后的LSTM误差最低，与其他算法

相比各采样点误差更接近于0，准确度较高。图10中右上

角小图显示了面对突发流量数据时各算法的预测误差，

改进后的LSTM能更好地适应流量突发的状况，更好地满

足天地一体化信息网络流量预测的需要。

5	 结束语
本文利用收集到的天地一体化信息网络中卫星网

络流量序列提出了一种基于深度学习的断点处理和训练
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模型来预测天地一体化信息网络中的卫星流量。通过使

用预测值替代断点的方式对数据进行预处理，并使用了

Dropout算法对神经网络进行优化，从而提升了训练的流

畅性和神经网络的精度。仿真实验表明相较于其他经典

的网络流量预测算法，本文提出的算法在天地一体化信

息网络流量的预测中拥有更高的预测精度和更快的训练

速度，但是由于LSTM神经网络使用了独特的“门”，在

算法运行所需要的内存上要大于其他算法。可见该算法

在天地一体化信息网络系统中拥有较高的使用价值。
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